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Аннотация 

Центробежные насосы, являясь ключевыми компонентами гидравлических систем, играют фундаментальную 

роль в обеспечении надежной работы множества промышленных процессов таких отраслей, как энергетика, 

химическая промышленность и нефтепереработка, где бесперебойная работа оборудования имеет критическое 

значение. Выход из строя центробежных насосов может привести к значительным финансовым потерям из-за 

дорогостоящего ремонта и вынужденных простоев производственных линий. В статье представлен инноваци-

онный подход к диагностике и выявлению неисправностей центробежных насосов. Этот метод основывается 

на применении анализа сигнатур тока двигателя (АСТД) в сочетании с технологиями автоматизированного 

машинного обучения (AutoML). Такой подход позволяет эффективно и с высокой точностью обнаруживать 

ранние признаки сбоев в работе оборудования. Для проведения экспериментальных исследований использо-

вался открытый набор данных, собранных в условиях, приближенных к реальной эксплуатации. Результатом 

стала высокая точность выявления неисправностей – 89 %, что значительно превышает показатели тра-

диционного метода на основе градиентного бустинга. Это подтверждает преимущество комплексной модели, 

сформированной средствами AutoML. Дополнительное повышение точности диагностики стало возможным бла-

годаря использованию усовершенствованного векторного преобразования Парка, примененного к исходным 

данным о токе и напряжении. При таком подходе выявляются даже малозаметные аномалии в работе насоса, 

усиливая возможности раннего прогнозирования сбоев. Представленное исследование не только подчеркивает 

потенциал АСТД как неинвазивного и масштабируемого инструмента для мониторинга состояния оборудова-

ния, но и демонстрирует перспективность применения AutoML для задач технической диагностики промыш-

ленных насосов. 
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Введение 

Мировой рынок насосов достиг объема в 59,2 млрд дол. США в 2023 г.*, причем центро-

бежные насосы составляют его крупнейший сегмент. Эти насосы критически важны для парога-

зовых электростанций, угольных ТЭС, ядерных реакторов, химических предприятий и других 

отраслей [1, 2]. Согласно данным Европейской ассоциации производителей насосов, нефтеперера-

батывающий завод с производительностью 300000 бар в сутки может эксплуатировать до 650 насосов, 

каждый из которых требует тщательного мониторинга для предотвращения аварий. Без интел-

лектуальных систем, способных автоматически анализировать данные с датчиков и выявлять ано-

малии [3], своевременный контроль такого парка оборудования невозможен. 

                                                      
* Global Pump Market Outlook. Spring 2024. Sample Material. URL: https://www.oxfordeconomics.com/resource/global-pump-

market-outlook-2024/ (дата обращения 10.04.2025). 
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Одним из перспективных методов мониторинга состояния насосов является анализ сигнатур 

тока двигателя (АСТД). Этот метод позволяет оценивать техническое состояние оборудования на 

основе анализа потребляемого тока с использованием недорогих датчиков и проверенных методов 

обработки сигналов. Особенно эффективен АСТД для центробежных насосов, так как позволяет 

выявлять проблемы на ранней стадии без прямого доступа к насосу, в отличие от вибрационного, 

акустического или анализа давления. 

Несмотря на потенциал АСТД, его ручное или полуавтоматическое применение требует зна-

чительных усилий экспертов и разработчиков, что затрудняет масштабирование на большое коли-

чество оборудования. Решением могут стать системы диагностики на основе машинного обучения 

(МО), исследуемые более 15 лет. Большинство работ по АСТД сосредоточено на диагностике 

электродвигателей – обрыва стержней ротора [4, 5], неисправностей обмотки статора [6] и дефек-

тов подшипников [7-9]. Типичные подходы включают расчет признаков во временной, частотной 

и время-частотной областях [10-12], демодуляционные преобразования [13, 14] и их комбинации 

с различными моделями МО. Однако исследований, посвященных насосам, крайне мало из-за не-

достатка качественных данных. Большинство работ основано на синтетических данных [8] или 

лабораторных установках [15, 16], что ограничивает применимость результатов в реальных условиях. 

Исключением является исследование C.E.Sunal и др. [9], использовавших промышленные данные цен-

тробежных насосов. Однако технические детали реализации в нем недостаточно раскрыты. 

Классические методы МО и глубокое обучение (ГО) перспективны [17], но ограничены ма-

лым объемом размеченных данных. На практике классическое МО способно решать задачи при 

ограниченном количестве данных. Однако при таком подходе крайне важно создание информа-

тивного признакового пространства. Эффективным подходом подготовки дополнительного ин-

формационного сигнала для анализа оборудования и создания признаков остается использование 

метода расширенного векторного преобразования Парка, которое нивелирует влияние частоты пи-

тания и выделяет признаки неисправностей [18]. Развитие автоматизированного машинного обу-

чения (AutoML) также открывает новые возможности. AutoML упрощает предобработку данных, 

построение моделей и настройку гиперпараметров, обеспечивая эффективное использование дан-

ных даже при их дисбалансе [19-21]. 

Цель настоящего исследования – разработка методики выявления неисправностей насосной 

установки с электродвигателем на основе сигнатур тока с учетом ограниченного количества данных. 

Для этого решались задачи по поиску оптимального комбинированного подхода, включающего 

приемы АСТД, генерацию характерного признакового пространства и AutoML при классификации 

неисправностей центробежных насосов и электродвигателей на ранней стадии с использованием от-

крытого набора данных, имитирующего реальные условия. Рассматривается сценарий, когда схожая 

по своим проявлениям в сигнале неисправность может присутствовать как в электродвигателе, так и в 

насосе. В серии экспериментов оценивалось влияние расширенного векторного преобразования 

Парка на точность диагностики. Результаты показали, что AutoML позволяет автоматически 

создавать модели с точностью свыше 89 %, превосходящей оптимизированный градиентный 

бустинг. Это подтверждает потенциал AutoML для задач промышленной диагностики.  

Литературный обзор 

Анализ сигнатур тока двигателя насосов и электродвигателей. Для обнаружения аномалий 

и классификации неисправностей насосов и двигателей с использованием АСТД предложено не-

сколько подходов [22]. Один из последних методов, представленных Y.Han и др. [15], фокусиру-

ется на неконтролируемом обнаружении аномалий с использованием комплексной системы на ос-

нове АСТД, расширенного векторного преобразования Парка, CNN-LSTM attention-модели и 

спектрального анализа. Модель пытается восстановить мгновенную амплитуду тока, используя 

исходные фазы и дополнительные признаки напряжения. Авторы провели глубокий анализ и вруч-

ную выделили три уровня кавитации и количество поврежденных лопастей рабочего колеса. Ре-

шение принималось на основе статистически рассчитанного порога в частотной области и оста-

точной разницы между измеренными и прогнозируемыми значениями. Все задачи решались в 

условиях переменного расхода. 
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C.E.Sunal и др. в статье [9] применили классический подход, визуализируя компоненты век-

тора Парка. Они достигли точности от 85,5 до 100 % (в зависимости от частоты дискретизации 

сигнала) в задаче классификации изображений с использованием дообученной модели ResNet-34. 

Визуальное представление решило проблему дисбаланса данных за счет эффективного аугменти-

рования уже существующих. Модель обучалась и валидировалась на частотах 1500 и 3000 Гц, а 

тестовые данные включали 1500, 3000 и 4500 Гц. Данные были собраны с насосов в различных 

рабочих режимах. Этот подход позволил решить задачу контролируемого обнаружения аномалий, 

идентифицируя поврежденные насосы. Детальный обзор работ тех же авторов [8] показывает, что 

модели глубокого обучения способны решать задачи обнаружения неисправностей двигателей и 

насосов с высокой точностью. Лишь небольшая часть классических моделей машинного обучения 

достигает точности выше 90 %. 

Однако в этих исследованиях отсутствует информация о степени тяжести неисправностей. 

Сигналы развитых дефектов можно выявить визуально с помощью частотного анализа, но экс-

перты могут столкнуться с трудностями при обнаружении слабовыраженных аномалий. Неисправ-

ности могут маскироваться в боковых полосах несущей частоты или частоты подшипников, оста-

ваясь незаметными после демодуляции из-за низкой спектральной мощности гармоник дефекта и 

высокого уровня шума. Методы машинного обучения позволяют прогнозировать возникающие 

неисправности, но ограниченный объем данных может критически влиять на модели глубокого 

обучения, приводя к их переобучению. Дополнительная сложность возникает при изменении ре-

жима работы насоса или двигателя, что требует сбора новых данных. 

Применение AutoML в обнаружении неисправностей. Изначально AutoML фокусировалось на 

автоматизации типичных задач инженеров МО, делая машинное обучение доступным для экспер-

тов предметной сферы. Однако развитие области показало, что AutoML способно превзойти чело-

века в проектировании архитектур моделей как для классического МО [23, 24], так и глубокого 

обучения [25]. Существует множество AutoML-фреймворков, но, насколько известно авторам, 

лишь два из них (FEDOT и TPOT [26]) могут не только автоматизировать поиск моделей и опти-

мизацию гиперпараметров, но и генерировать композитные модели с использованием генетиче-

ских алгоритмов для улучшения результатов. Композитная модель – особый тип ансамблей, напо-

минающий стекинг. Она может быть представлена в виде графа, где каждый узел соответствует 

модели или методу обработки данных. Комбинируя узлы и связи, можно получить оптимальную 

структуру для конкретных данных. 

Предыдущие исследования в области диагностики неисправностей с использованием AutoML 

демонстрируют, что такие подходы позволяют создавать сложные модели с более высокой точно-

стью, чем одиночные алгоритмы. J.Zhang и др. [12] показали, что TPOT превзошел SVM и 

XGBoost, достигнув точности от 95,8 до 99,3 % при различном соотношении сигнал/шум в вибра-

ционных сигналах. Используя вейвлет-разложение, A.S.Maliuk и др. в статье [27] успешно класси-

фицировали три типа повреждений подшипников (внутреннее кольцо, внешнее кольцо, шарик) и 

нормальное состояние. Аналогично, R.H.Hadi и др. в работе [28] отмечали, что AutoML-фрейм-

ворк PyCaret достиг точности 95,6 % на новых данных без использования композитных моделей. 

M.Cerrada и др. в статье [29] сравнили результаты TPOT и H2O [30] в задаче классификации сте-

пени тяжести трех типов неисправностей зубчатых передач. Оба фреймворка показали схожую 

точность (более 96 %) во всех сценариях, сопоставимую с другими методами МО и ГО. Авторы 

отметили, что важные признаки, используемые моделями, совпадали, несмотря на различия в ар-

хитектурах. 

Главное преимущество FEDOT перед TPOT и другими фреймворками – возможность созда-

ния моделей с высокой вариативностью. Под высокой вариативностью композитных моделей по-

нимается возможность создания ацикличного направленного графа, где вершинами являются опе-

рации предобработки данных или обученные модели, а ребра задают направление передачи 

результата между вершинами. FEDOT позволяет соединить предшествующие вершины с верши-

нами любых последующих. Таким образом FEDOT реализует метод, обобщающий подход созда-

ния композитных моделей в TPOT. Кроме того, FEDOT поддерживает разнообразные типы дан-

ных и задач, предлагая гибкий интерфейс взаимодействия. Исследований с применением FEDOT 
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для диагностики двигателей крайне мало. В работе I.Revin и др. [31] протестировали FEDOT на 

задачах классификации временных рядов, используя публичные наборы данных. В 90 % случаев 

эффективность композитных моделей FEDOT превзошла или приблизилась к современным алгорит-

мам, что подтверждает их применимость для задач, аналогичных обнаружению неисправностей. 

Методы 

Экспериментальные данные. Публично доступные наборы данных для анализа тока и напря-

жения электродвигателей, особенно с подключенными насосами, ограничены. Большинство суще-

ствующих наборов охватывают узкий спектр типов неисправностей, мощности двигателей и ре-

жимов работы. Однако S.Bruinsma и др. в работе [7] предложили набор данных, частично 

решающих эти проблемы. Набор включает трехфазные токи и напряжения, зарегистрированные 

после частотного преобразователя асинхронных двигателей мощностью 11 и 22 кВт, а также виб-

рационные сигналы с пяти точек двигателя и насоса. Данные записывались с частотой дискрети-

зации 20 кГц. Электрические сигналы фиксировались в течение 15 с паузой 2 мин между измере-

ниями. Сигналы никак не обрабатывались, сырой 24-битный сигнал был записан в чистом виде в 

CSV-файл. Всего зарегистрировано 20 типов неисправностей с тремя уровнями тяжести для каж-

дого. Данные для исправного состояния были замерены 94 раза, для остальных дефектов количе-

ство фиксаций варьируется от 3 до 10. Исходя из этого можно сделать вывод, что набор не сбалан-

сирован – доля исправных состояний превышает неисправные в соотношении примерно 5:1. 

Разметка данных проведена автоматически в момент их записи, каждая неисправность записыва-

лась отдельно. Данные не были валидированы независимыми экспертами, собирались при различ-

ных скоростях двигателя, что повышает их применимость в реальных промышленных условиях. 

Несмотря на усилия авторов, этот набор в исследованиях о токовой диагностике насосов почти не 

использовался. 

Для экспериментов выбран минимальный уровень тяжести неисправностей, так как основная 

цель – раннее обнаружение. Использованы измерения при 100 %-ной скорости двигателя. Реша-

лась задача многоклассовой классификации с семью классами: исправное состояние, повреждения 

подшипников двигателя (внутреннее и внешнее кольца, шарик), повреждение подшипника насоса 

(одновременно внутреннее и внешнее кольца), ослабление крепления двигателя и насоса. Данные 

были предварительно проанализированы для изучения свойств сигналов до и после предобра-

ботки, а также нахождения выбросов. Выбранные семь классов являются наиболее трудными для 

анализа на наличие дефекта. Повреждения в наборе данных создавались искусственно. Повреждения 

колец подшипников были нанесены со стороны элементов качения с помощью фрезы и представ-

ляют борозды по ширине всего кольца длиной 1 мм и глубиной 350 мкм. Степень повреждения 

различалась количеством этих царапин. Сами же тела качения были повреждены гравером по всей 

поверхности шара, повреждения имеют вид царапин по всей поверхности шаров [7]. Крепления 

болтов уменьшили, ослабив уже закрученные болты. 

Предобработка данных и извлечение признаков. Исходный набор содержит файлы для каждой 

фазы и типа сигнала, где столбцы соответствуют 15-секундным измерениям. Файлы преобразо-

ваны в массив размером Nsamp× Nchan, где  Nchan = 6 (три фазы тока и напряжения). Массив включает 

все доступные данные для исправных и неисправных состояний с соответствующими метками 

классов. В тестовый набор выделены 30 % измерений каждого состояния. 

В части экспериментов добавлены дополнительные каналы данных с использованием расши-

ренного векторного преобразования Парка (до шести каналов). Это преобразование улучшает 

диагностику трехфазных электромашин, минимизируя влияние несущей частоты (50 Гц) и выделяя 

признаки неисправностей. Например, расширенное преобразование Парка для тока описывается 

линейной комбинацией трех фаз, что упрощает анализ асимметрии и гармоник: 

 

 

2 / 3;

  / 3,

a u v w

b u w

i i i i

i i i

   


 

 

где , u vi i  , wi  соответствуют трем фазам тока, а , a bi i  – действительной и мнимой компонентам 

вектора Парка.  
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Линейное преобразование позволяет получить до четырех каналов данных (два для тока и два 

для напряжения). Эти векторы также могут быть использованы для формирования до четырех до-

полнительных каналов путем вычисления квадрата модуля вектора Парка: 

inst  a bi i ji  , 

где insti  – мгновенная амплитуда.  

Это преобразование удаляет основную частоту 50 Гц из сигнала. После формирования допол-
нительных каналов массив выборок делился на временные окна длительностью 1 с (20000 отсче-
тов на окно) и преобразовывался в трехмерный тензор. Размерности тензора соответствовали ко-
личеству окон, размеру окна, числу каналов данных. Для каждого окна выполнялось извлечение 
признаков согласно стандартной практике АСТД [32]. Рассчитывались признаки временной и ча-
стотной областей, включая среднее значение, дисперсию, среднеквадратичное значение (RMS), 
коэффициент амплитуды (crest factor), эксцесс, асимметрию. 

Энергия приближенных коэффициентов первого, второго и третьего разложений вейвлет-

пакета была добавлена во временно-частотной области. В общей сложности для каждого канала 

данных рассчитано 28 признаков, что привело к формированию до 224 признаков. Полный список 

признаков приведен в табл.1. На завершающем этапе к обучающему и тестовому наборам данных 

применялось масштабирование min-max. 
Таблица 1 

Сгенерированные функции 
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Частота пикового значения PF =   argmax F x  

Линейный интеграл LI = 11

n
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Энергия детальных коэффи-

циентов вейвлет-пакетного 

разложения 
icD  = , 1 , 1, 2, 3

ni
i jj D i   

Размах PtP = max mini ix x  
Энергия аппроксимирующих 

коэффициентов вейвлет-па-

кетного разложения 
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i ii x x  
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В рамках исследований сформировано четыре набора данных для изучения влияния дополни-

тельных каналов на эффективность диагностики неисправностей с помощью АСТД. Первый набор 

данных (NoPark) содержал только предварительно обработанные исходные данные о токе и 

напряжении в качестве базового уровня для оценки улучшения точности классификации за счет 

добавления компонентов вектора Парка. Второй набор данных – только векторы мгновенного тока 

и напряжения. Данный набор использовался для оценки эффекта демодуляции метода расширен-

ного вектора Парка и сравнения выразительности данных с необработанным током и напряже-

нием. Третий набор – комбинация двух предыдущих. Это основной набор для исследования 

эффективности предложенных алгоритмов, так как содержит наибольшее количество информации 

о сигнале. Четвертый набор включал компоненты вектора Парка, а также мгновенную амплитуду. 

Четвертый набор данных применялся для оценки количества информации о неисправностях в ком-

понентах вектора Парка (каждая компонента представляет линейную комбинацию трех фаз) и 

уменьшения размерности пространства признаков. Табл.2 содержит информацию о каждом наборе 

данных, использованном в экспериментах.  

 
Таблица 2 

Наборы данных  

Эксперимент  Используемые данные 
Размер обучающего набора данных 

(количество семплов  количество признаков) 

NoPark  Три фазы тока и напряжения 1680 × 168 

OnlyInstAmp Мгновенная амплитуда тока и напряжения 1680 × 56 

WithInstAmp Три фазы и мгновенная амплитуда тока и напряжения 1680 × 224 

FullPark Векторы Парка и мгновенная амплитуда 1680 × 168 

 
Алгоритмы классификации. Для классификации неисправностей использовалось два подхода. 

Во время предварительного обучения алгоритм градиентного бустинга показал лучшие резуль-

таты по сравнению с другими классическими методами машинного обучения. Такой результат 

соотносится с общим мнением о том, что градиентные бустинги наилучшим способом справ-

ляются с задачами. Таким образом, первый подход включал использование градиентного бу-

стинга на деревьях решений с реализацией библиотеки CatBoost [33]. Классификатор CatBoost 

был обучен с использованием гиперпараметров, оптимизированных с помощью фреймворка 

настройки Optuna [23]. 

Для выборки гиперпараметров в Optuna применялся алгоритм Tree-structured Parzen 

Estimator [24, 34] с 10 начальными запусками. В роли адаптивного алгоритма обрезки (pruner) 

использовался алгоритм Hyperband [34] с минимальным числом ресурсов – 50, максимальным – 

400, коэффициентом уменьшения – 2 и количеством бутстрэпных выборок – 10. Благодаря 

многопоточности Optuna удалось значительно ускорить оптимизацию гиперпараметров, про-

тестировав около 3000 вариантов в каждом экспериментальном сценарии. Максимальное ко-

личество итераций обучения для CatBoost – 400.  

В процессе оптимизации Optuna настраивались следующие гиперпараметры: целевая 

функция потерь – MultiClass (многоклассовая) или MultiClassOneVsAll (многоклассовая 

OneVsAll); скорость обучения – от 0,01 до 1 с шагом 0,001; регуляризация на листьях L2 – от 1 до 

200 с шагом 1; тип бустинга – Ordered (упорядоченный) или Plain (стандартный); формула расчета 

весов классов – Balanced (сбалансированные) или SqrtBalanced (сбалансированные через квадратный 

корень); глубина деревьев – от 1 до 10 с шагом 1; доля признаков (процент случайного подпро-

странства) – от 0,01 до 1 с шагом 0,01. 

Во втором подходе применялась открытая платформа AutoML под названием FEDOT [20] 

для решения той же задачи классификации. Платформа FEDOT способна автоматически фор-

мировать, оптимизировать и настраивать композитные модели, используя представление в 

виде направленного ациклического графа и генетические алгоритмы. В рамках исследования 
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использована предварительная установка «наилучшее качество». Она позволяет использовать лю-

бые доступные модели машинного обучения при создании композитной модели.  

Критерий ранней остановки был установлен на 10 поколений без улучшений, а максимальное 

количество поколений – на 100. Во время настройки гиперпараметров с помощью Optuna макси-

мизировалась макросредняя F1-мера на тестовом наборе данных. В случае создания композитной 

модели фреймворк FEDOT самостоятельно пытался максимизировать макросреднюю F1-меру с 

использованием пятикратной перекрестной проверки. Для минимизации влияния дисбаланса клас-

сов использовалось усреднение по макроклассам. Поскольку фреймворк FEDOT не поддерживает 

усреднение по макроклассам, была реализована собственная метрика. 

Результаты 

Разведочный анализ данных. Исходный зарегистрированный сигнал представлен на рис.1. 

Форма сигнала значительно отличается от идеальной синусоиды из-за использования частот-

ного преобразователя, причем наибольшие искажения наблюдаются в напряжении. Анализ 

распределения сигналов показал, что между исходными данными исправных и неисправных 

состояний нет значимых различий. Однако в данных исправного состояния (healthy 1 при ско-

рости 100 %, 15-е измерение) обнаружен процесс остановки двигателя, который был исключен 

как выброс. 

Расширенное преобразование Парка позволило перейти к альтернативному представле-

нию данных. Влияние преобразования на спектр сигнала показано на рис.2. В качестве уровня 

серьезности 3 был взят сигнал двигателя с поврежденным наружным кольцом подшипника. 

Демодуляция позволяет перераспределить амплитуду спектра на другие частоты, что облег-

чает выявление неисправностей. Преобразование Парка подавляет несущую частоту питания, 

увеличивая амплитуды других значимых гармоник. Это изменяет распределение сигнала при 

сравнении исправных и неисправных состояний, что впоследствии влияет на распределение 

генерируемых признаков. 

Проведен визуальный анализ компонент вектора Парка. На рис.3 показано различие между 

повреждением внешнего кольца подшипника (BPFO) с уровнями тяжести 1 и 3 при 100 %-ной 

скорости двигателя. Основное отличие между исправным состоянием и обоими неисправными 

обусловлено большим объемом данных исправного состояния. Однако видно, что паттерн 

уровня 3 более искажен и асимметричен по сравнению с уровнем 1, который близок к исправ-

ному состоянию. Это косвенно указывает на сложность обнаружения неисправностей на  ран-

них стадиях даже методами машинного обучения. 

Рис.1. Исходный сигнал тока (а) и напряжения (б) 
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Анализ распределения признаков с использованием диаграмм размаха подтвердил, что пред-

ложенные признаки объясняют различия между классами и могут улучшить качество классифика-

ции. На рис.4 представлены три информативных признака: сгенерированный на основе исходных 

данных напряжения; полученный из спектра -компоненты преобразования Парка; рассчитанный 

через вейвлет-пакетное разложение мгновенного тока. Каждый из них может эффективно исполь-

зоваться для обучения моделей МО. 

Анализ результатов AutoML. На генерацию композитных моделей машинного обучения вы-

делялось 30 мин, а настройку гиперпараметров – 5 мин. Эксперименты проводились в три этапа: 

• Базовый уровень: комбинация генератора квантильных признаков и модели случайного 

леса. 

• Сравнение с SOTA: лучший результат предложенного подхода сопоставлялся с результа-

тами других моделей классификации временных рядов по метрике F1. 

• Ансамблирование: признаки моделей с наивысшими метриками объединялись в единую 

матрицу, после чего повторялся процесс выбора модели. 

На рис.5 визуализирован процесс композиции моделей. Наблюдается рост качества моделей 

с каждым поколением и стабилизация метрик, что подтверждает способность FEDOT сходиться к 

оптимальному решению за разумное время. Анализ разнообразия популяции моделей показал, что 

вначале распределение метрик широкое, что отражает вариативность производительности. На 

поздних этапах распределение сужается с ростом целевой метрики и снижением стандартного от-

клонения. Эволюционная оптимизация обеспечивает как высокое качество, так и сохранение раз-

нообразия моделей даже на финальных поколениях. 

Рис.2. Сравнение спектра исходного сигнала тока и мгновенной амплитуды: 

а – спектр мгновенного тока фазы; б – спектр обобщенного тока после преобразования Парка 

fc – несущая частота 50 Гц; fBPFO  74,7 Гц в зависимости от используемой частоты вращения  
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Преимущества подхода перед традиционным градиентным бустингом: 

• Гибкая композиция моделей – примеры созданных пайплайнов (рис.6) демонстрируют спо-

собность фреймворка комбинировать разнородные методы предобработки и алгоритмы. 

• Автоматизация трудоемких этапов – автоматический подбор признаков, моделей и гиперпа-

раметров сокращает время разработки. 

• Результаты подтверждают, что интеграция AutoML и АСТД позволяет создавать эффектив-

ные системы диагностики для промышленного оборудования. 

Оценки обученной модели. Макро F1-оценки для обоих алгоритмов, измеренные на тестовом 

наборе данных, представлены в табл.3. Алгоритм CatBoost смог достичь максимальной макро 

F1-оценки 0,68, проведя обучение на данных без преобразования Парка. Модель, обученная на 

других наборах данных, показала немного худший результат с почти аналогичной оценкой. 

Фреймворк FEDOT продемонстрировал лучший результат, достигнув более 0,89 макро F1-оценки. 

Лучшая модель обучена на данных с комбинированными необработанными и мгновенными 

амплитудными сигналами. Композитная модель начинается с узла ресемплинга, который не при-

меняет никаких преобразований в случае многоклассовой задачи. Второй узел применяет алго-

ритм FastICA с унитарным приведением к единичной дисперсии (whitening) без уменьшения раз-

мерности и передает результат следующему узлу. Третий узел – это модель логистической 

регрессии с обратной силой регуляризации C = 5,88. Узел нормализации представляет операцию 

масштабирования по методу min-max, применяемую к вероятностям из логистической регрессии. 

Последний узел представляет квадратичный дискриминантный анализ (QDA), примененный к 

нормализованным вероятностям. Полученный пайплайн прост в понимании и интерпретации, он 

может показать, что данные подготовлены, и предоставляет всю необходимую информацию о не-

исправностях. Даже в случае, когда неисправности электрического мотора и насоса могут давать 

схожие спектральные характеристики, алгоритм четко их различает. Сравнение матриц ошибок 

для лучших моделей CatBoost и композитной модели показано на рис.7. 
 

Таблица 3 

Метрика F1 для алгоритма CatBoost и композитной модели 

Эксперимент CatBoost Композитная модель Эксперимент CatBoost Композитная модель 

NoPark 0,68 0,76 WithInstAmp 0,65 0,89 

OnlyInstAmp 0,66 0,65 FullPark 0,64 0,86 
 

Рис.3. Сравнение структуры векторных компонентов Парка для уровня серьезности 1 (а) и уровня  

серьезности 3 (б) неисправностей и состояния без сбоев 

1 – компоненты преобразования парка, не связанные с неисправностями, одинаковые для обоих графиков;  
2 – компоненты неисправностей, которые зависят от уровня серьезности для каждого участка; 

i и i – действительная и мнимая компоненты вектора Парка 
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Модели испытывают наибольшие трудности с точной классификацией повреждений внеш-

него и внутреннего кольца. Для обеих моделей характерна путаница между повреждениями внут-

реннего кольца и тел качения. Это можно объяснить тем, что нанесенные повреждения имеют ран-

нюю степень развития дефекта и слабо выражены в сигналах, при этом рассчитанные признаки 

имели схожее распределение у спутанных повреждений. Для композитной модели оказалось 

наиболее сложно распознать повреждения внутреннего кольца. Подобное поведение демонстри-

ровалось при предварительном выборе лучшей модели классического машинного обучения, что 

Рис.4. Пример распределения извлеченных объектов: а – первая фаза напряжения, линейный интеграл;  

б – рассчитанная дисперсия спектра; в – моментальная амплитуда тока, коэффициент сАi  

(энергия аппроксимирующих коэффициентов вейвлет-пакетного разложения) 

Healthy – отсутствие каких-либо повреждений; BPFI, BPFO и BSF – неисправности, связанные  

с повреждениями внутренних, наружных колец и шариков подшипника двигателя;  
LF_motor и LF_pump – проблема опоры двигателя и насоса;  

Bearing_pump – неисправность подшипников насоса, у которого повреждены оба колеса 
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указывает на общую сложность распознава-

ния этого вида дефекта. Алгоритм градиент-

ного бустинга смог четко определить это по-

вреждение, но имеет проблемы с другими, 

что может свидетельствовать о существова-

нии некоего баланса между разделяющими 

классы границами. Отметим, что оба класси-

фикатора не путают большинство идентич-

ных неисправностей мотора и насоса, что го-

ворит о четком разграничении этих 

повреждений с точки зрения сгенерирован-

ных признаков. Композитная модель пока-

зала наилучшую частоту ложноположитель-

ных срабатываний в плане обнаружения 

аномалий маркировки исправности. 

Обсуждение и ограничения 

Применение алгоритма CatBoost с использованием различной комбинации дополнительных 

признаков не позволило достичь лучших результатов в задаче выявления таких неисправностей 

насосного агрегата, как повреждения подшипников двигателя (внутреннее кольцо, внешнее 

кольцо, шарик), повреждение подшипника насоса (одновременно внутреннее и внешнее кольцо), 

ослабление крепления двигателя и насоса по сравнению с предлагаемой в статье. Композитная 

модель показала лучшие результаты при использовании признаков, сгенерированных из мгновен-

ных амплитуд тока и напряжения. Результаты композитной модели подтверждают предваритель-

ный анализ и ясно показывают, что расширенный вектор Парка увеличивает количество полезной 

информации. Исследования подтвердили, что данный подход следует применять в сочетании с 

необработанными данными для достижения наилучших результатов.  

Важным результатом проведенных исследований является доказательство того, что класси-

фикаторы смогли различить схожие неисправности электрического мотора и насоса. Полученные 

результаты позволяют утверждать, что предлагаемая модель может быть обучена для обнаруже-

ния аномалий с низкой частотой ложных срабатываний даже при использовании данных с низким 

уровнем серьезности повреждений. 

Отметим ряд практических задач, которые остались не решенными в рамках данной работы и 

потребуют дополнительного изучения. В настоящем исследовании мы использовали максималь-

ную доступную скорость для мотора, но в реальности мотор может менять свои режимы работы. 

Для регуляции скорости в электродвигателях часто применяют частотно-регулируемые приводы, 

которые присутствовали при записи используемого набора данных. Приводы изменяют амплитуду 

и частоту питания электродвигателя, что полностью меняет записываемый сигнал и рассчитанные 

признаки – происходит дрейф данных. То же самое будет происходить при смене модели мотора 

и насоса. Из-за дрейфа качество модели может снижаться, поэтому модель должна быть заново 

обучена, а в некоторых случаях модифицирована для сохранения своей точности. Модификация 

готовых моделей возможна в рамках фреймворка FEDOT, а дообучение таких моделей проще 

Рис.5. Эволюция производительности композиции моделей 
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Рис.6. Примеры композитных пайплайнов, созданных AutoML: a – линейный пайплайн с бустингом;  

б – линейный пайплайн с перцептроном 

Вычислительные узлы: normalization – нормализация; scaling – масштабирование; lgbm – облегченная модель  

градиентного бустинга; logit – логистическая регрессия; rf – алгоритм случайного леса; mlp – многослойный  

перцептрон 
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и быстрее, чем моделей глубокого обучения. Авторы считают, что преодоление этих ограничений 

возможно с помощью нормализации сигнала в зависимости от скорости и нагрузки диагности-

руемых агрегатов либо получения индифферентных к амплитуде и частоте сигнала признаков. 

Отметим ограничения по сбору данных, которые являются распространенной проблемой в 

промышленности. Трудно записать большое количество данных о неисправностях, так как повре-

жденные электрические двигатели и насосы должны быть немедленно обслужены. Классический 

подход машинного обучения позволяет уменьшить влияние этого ограничения по сравнению с мето-

дами глубокого обучения даже в условиях, когда доступно небольшое количество данных о неисправ-

ностях. Генеративные нейронные сети могут улучшить эту ситуацию, но все же они сталкиваются 

с той же нехваткой обучающих данных. Несмотря на это, такие методы начинают появляться. 

Заключение 

Представлен подход к классификации ряда неисправностей промышленного насоса и элек-

трического мотора с использованием фреймворка композиции моделей, который позволяет до-

стичь точности 0,89 макро F1-оценки. Показано, что использование расширенного вектора Парка 

в сочетании с необработанными данными позволяет достичь лучших результатов с учетом огра-

ниченного количества данных для обучения. 

Исследования показали, что предложенный алгоритм превосходит алгоритм градиентного 

бустинга при тех же самых дополнительных признаках для рассмотренных неисправностей 

(повреждения подшипников двигателя (внутреннее кольцо, внешнее кольцо, шарик), повреждение 

подшипника насоса (одновременно внутреннее и внешнее кольцо), ослабление крепления дви-

гателя и насоса. 

Установлено, что через анализ тока и напряжения с использованием предлагаемого подхода 

можно различать неисправности подшипников, относящиеся как к электрическому мотору, так и 

насосу.  

Представленное исследование подчеркивает потенциал АСТД как неинвазивного и масшта-

бируемого инструмента для мониторинга состояния оборудования, важность генерации дополни-

тельных признаков и перспективность применения AutoML для задач технической диагностики 

насосных агрегатов. 

Рис.7. Сравнение матриц ошибок между CatBoost (а) и композитной моделью (б).  

Верхнее значение показывает общее количество классифицированных выборок, нижнее число – процент выборок,  

нормализованных по отношению к истинной совокупности (100 % для каждой строки)  

Healthy – отсутствие каких-либо повреждений; BPFI, BPFO и BSF – неисправности, связанные с повреждениями внутренних, наружных 
колец и шариков подшипника двигателя; LF_motor, LF_pump – незакрепленная опора двигателя и насоса; Bearing_pump – повреждения 
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С учетом практического внедрения разработанного подхода планируются дальнейшие иссле-

дования, связанные с изменением скорости вращения насосного агрегата и возникающим при 

этом дрейфом данных. 
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