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Аннотация. Тестирование угольной золы в режиме реального времени играет жизненно важную роль в хими-
ческой промышленности, энергетике, металлургии и разделении угля. Оперативное онлайн-тестирование 
угольной золы с использованием измерения радиации в качестве основной технологии сопряжено с такими 
проблемами, как жесткие требования к пробе угля, неудовлетворительная радиационная безопасность, низкая 
точность и сложность замены оборудования. В данном исследовании предлагается метод обнаружения, осно-
ванный на нейронных сетях прямой связи и улучшенной оптимизации скопления частиц (IPSO-FNN) для быст-
рого, точного, безопасного и удобного прогнозирования содержания золы. Набор данных был получен путем 
тестирования элементного содержания 198 образцов угля с помощью рентгенофлуоресценции (XRF). Типы 
исходных элементов для машинного обучения (Si, Al, Fe, K, Ca, Mg, Ti, Zn, Na, P) были определены путем 
объединения данных рентгеновской фотоэлектронной спектроскопии (XPS) с изменением физической фазы 
каждого элемента в образцах угля во время сгорания. В качестве показателей эффективности модели были 
выбраны среднеквадратичная ошибка и коэффициент детерминации. Результаты показывают, что алгоритм 
IPSO полезен для настройки оптимального количества узлов в скрытом слое. Модель IPSO-FNN обладает и 
высокой точностью прогнозирования угольной золы. Изучено влияние содержания исходных элементов в мо-
дели IPSO-FNN на зольность и обнаружено, что содержание калия является наиболее значительным фактором, 
влияющим на зольность. Исследование имеет важное значение для онлайн-прогнозирования в режиме реаль-
ного времени, точного и быстрого определения количества угольной золы. 
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оптимизация скопления частиц; анализ основных компонентов 
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Введение. Угольная энергия широко используется в химической промышленности, производ-
стве электроэнергии и металлургии и по-прежнему не заменима даже в новых условиях диверсифи-
кации энергетики [1, 2]. Китай является крупнейшим в мире производителем и потребителем угля, 
в 2021 г. было произведено 4,13 млрд т сырого угля, что на 5,7 % больше, чем в 2020 г. [3]. Потреб-
ление энергии составило 5,24 млрд т стандартного угля, увеличившись на 5,2 % по сравнению с 
2020 г., а потребление угля повысилось на 4,6 % [3], что составляет 56,0 % от общего потребления 
энергии. Энергетическая структура, основанная на угле, способствовала быстрому экономическому 
развитию Китая.  

Уголь состоит из горючего органического вещества и негорючих минералов [4]. Угольная 
зола относится к твердым отходам, образующимся в результате разложения и химического состава 
минералов в угле после его полного сжигания при определенных условиях [5]. Высокая зольность 
увеличивает сопротивление тепломассообмену и снижает эффективность сгорания [6], особенно 
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на средней и поздней стадиях сжигания угля [7, 8]. В дополнение к этому, возможные проблемы с 
коррозией, обрастанием и шлакообразованием при сжигании и газификации угля могут прогнози-
роваться на основе содержания золы. Зольность угля также является вспомогательным показате-
лем для оценки энергетической калорийности угля. 

В настоящее время стандартным методом определения зольности угля по-прежнему является 
метод взвешивания при сжигании. Традиционный метод сжигания и тестирования угольной золы 
сложен. Процесс измерения занимает около 90 мин [9], что дает результаты с большим отстава-
нием по времени, это не удовлетворяет потребности современных предприятий по переработке и 
утилизации угля в быстром измерении золы и эффективном онлайн-тестировании. 

Основные методы быстрого онлайн-контроля состава угольной золы включают методы есте-
ственной радиоактивности [10], взвешивание, фотоэлектрическое измерение золы [11], измерение 
золы при обработке изображений и радиометрические методы. Из них метод обратного рассеяния 
γ-лучей низкой энергии требует строгих угольных и геометрических условий, что затрудняет про-
ведение измерений в режиме онлайн. Высокоэнергетические γ-лучи обладают высокой проника-
ющей способностью, прочной защитой и низкой радиационной безопасностью. Приборы измере-
ния естественной γ-радиоактивности угольной золы чувствительны к фоновому излучению окру-
жающей среды, что влияет на их точность. Метод пропускания γ-лучей с двойной энергией 
чувствителен к элементному содержанию угля. На чувствительность могут повлиять колебания 
содержания элементов с высоким атомным номером в угле. Из-за короткого периода полураспада 
частая замена радиоактивных источников является дорогостоящей и сложной. 

Искусственные нейронные сети (ANN) потенциально могут полагаться на более быстрые, 
точные и практичные характеристики в качестве альтернативного метода прогнозирования при 
сжигании угля. К сожалению, существует мало исследований о влиянии ANN на зольность. Д.Али 
[12] использует ANN в процессе флотации для прогнозирования зольности угля на основе дози-
ровки полимера, значения рН, времени выдержки полимера, дозы метасиликата натрия (промыш-
ленного диспергатора) и скорости вращения рабочего колеса. П.Иламати [13] изучал влияние из-
бытка воздуха, качества угля, загрузки котла, схемы распределения воздуха и наклона сопла на 
зольность дна котла с помощью ANN-GA. Основанное на содержании элементов в угле, это ис-
следование объединило улучшенную оптимизацию скопления частиц и нейронную сеть прямой 
связи (IPSO-FNN) для быстрого и точного прогнозирования зольности. Оно не только определяет 
ценность угля, но и оказывает более глубокое влияние на процесс очистки. 

С развитием статистики, алгоритмов машинного обучения и инструментов спектрального 
анализа привлекают внимание исследования по применению методов спектрального анализа для 
определения качества угля. Методы рентгеновской флуоресценции (XRF) [14-16] и спектроскопии 
[17-19] часто используются для определения зольного состава [20]. Ф.Дж.Уоллис и др. [21] и 
Дж.M.Андрес и др. [22] использовали методы спектрального обнаружения для анализа и прогно-
зирования значимых элементов в угле и угольной золе с высокой точностью прогнозирования и 
корреляцией соответственно. М.Кайхара и др. [23] использовали методы спектрального анализа 
для прогнозирования основных свойств угля с высокой точностью конечных результатов прогно-
зирования.  

Методы спектрального анализа с их уникальными преимуществами были лучше изучены и 
интегрированы в угольную и химическую промышленность при демонстрации их потенциала для 
прогнозирования и высокой надежности. Нейронные сети с прямой связью [24] использовались во 
многих областях [25-27] в качестве математических моделей с простыми принципами и высокой 
точностью вычислений [28].  

В.Дай и др. [29] использовали модель машинного обучения для разработки приемлемой модели 
угольной золы, основанной на сети инкрементной случайной конфигурации переменной ширины 
блока, и предложили онлайн-адаптивное обучение с полууправлением, базирующееся на подходящей 
модели угольной золы [30]. Было показано, что инструменты машинного обучения способны обеспе-
чивать управляемое данными механическое понимание и модели [31] с высоким прогностическим 
потенциалом [32] и надежностью [33]. В.Лян и др. [28] и М.Сришти и др. [34] разработали модель 
для прогнозирования зольности характерной температуры расплава и характеристик воспламенения 
трехслойной модели нейронной сети. Они обнаружили, что их прогнозы были более точными. 
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Д.Дургун [35] изучил влияние свойств угля на выход твердого остатка при сжигании, иссле-
довал корреляцию между выходом нижней золы, зольностью, влажностью и калорийностью при 
сжигании угля и пришел к выводу, что калорийность является наиболее критическим фактором, 
влияющим на низкий выход золы. На базе этой работы B.Tugce [36] использует трехслойную ар-
хитектуру сети прямой связи и обучение обратному распространению для прогнозирования коли-
чества золы, образующейся в процессе сжигания угля на электростанциях, на основе содержания 
воды, зольности и низкой калорийности угля. Когда модель представляет собой сеть с одним скры-
тым слоем, содержащую 29 нейронов, достигается наилучшая производительность. 

И.Сирегар [37] оценил зольность на основе нечеткой кривой и интегрированной нейронной 
сети в соответствии с составом шести основных оксидов, что эффективно уменьшило дисперсию 
и смещение прогноза и дало лучшие результаты прогнозирования. В дополнение к оценке качества 
угля технология искусственных нейронных сетей также применялась для прогнозирования сред-
него диаметра пузырьков в газотвердом псевдоожиженном слое [38], прогнозирования расхода 
циркулирующего псевдоожиженного слоя [32], оценки очищенной угольной золы в процессе фло-
тации [39]. В то же время Л.Сю [40] добавил коэффициент корреляции Пирсона (PCA) и другие 
статистические методы к процессу нелинейной регрессии, что уменьшило количество переменных 
в процессе анализа, повысило точность прогнозирования модели и предотвратило риск чрезмер-
ной корректировки и потери данных.  

Для более эффективного и экологически чистого использования угольных ресурсов в данной 
статье предлагается новая технология оперативного контроля элементного состава угольной золы 
в режиме реального времени, основанная на сочетании машинного обучения и рентгеновской флу-
оресценции. 

Для быстрого, точного, безопасного и удобного прогнозирования зольности образцов угля 
предлагается интеллектуальный метод обнаружения, основанный на нейронных сетях прямой 
связи и улучшенной оптимизации скопления частиц. Алгоритм нейронной сети с прямой связью 
используется для моделирования нелинейной взаимосвязи между входом и выходом, а усовершен-
ствованный алгоритм оптимизации скопления частиц применяется для улучшения отборной ком-
бинации номеров решений скрытого слоя, чтобы получить идеальную способность к обобщению 
и сходимости модели. Посредством тестов XRF и XPS изучается состав различных элементов в 
образцах угля и фазовые изменения каждого элемента при полном сжигании образцов угля, а 
также анализируются состояние встречаемости и относительное содержание каждого элемента в 
образцах угля с целью определения ввода элемента в модель FNN-IPSO.  

Анализ главных компонентов (PCA) и анализ коэффициента корреляции Пирсона (PCC) были 
использованы для изучения важности и корреляции каждой входной переменной, в результате был 
получен порядок влияния каждого элемента на зольность.  

Основной целью данной работы является изучение влияния содержания различных элементов 
в угле на угольную золу для воплощения на практике задачи онлайн-обнаружения угольной золы. 
Результаты показывают, что модель IPSO-FNN обладает высокой точностью и может быть исполь-
зована для онлайн-определения качества угля в угледобывающей промышленности. Это исследо-
вание является инновационной работой по совместному применению улучшенной оптимизации 
скопления частиц и нейронной сети прямой связи (IPSO-FNN) для прогнозирования угольной 
золы, что имеет актуальное значение для точного и быстрого онлайн-прогнозирования угольной 
золы в режиме реального времени. 

Методы. Экспериментальные исследования. Для получения набора данных для машинного 
обучения была проведена серия экспериментальных исследований. Образцы угля, использованные в 
данном эксперименте, были взяты из угольных пластов 7, 9, 11 и 12 открытого угольного разреза 
Хэйшань в Синьцзяне, Китай. Общая мощность угленосных пластов в карьере составляет 506-1200 м. 
Угольный пласт состоит в основном из кварцита, шлама, песчаника, аргиллита и сланца. Разрез 
Синьцзян-Хэйшань расположен в округе Токсунь региона Турфан в провинции Синьцзян. Чистый 
уголь может использоваться в качестве высококачественного энергетического угля. В каждом пласте 
чистый и средний угли, а также пустая порода с различными размерами частиц отбираются последо-
вательно в качестве аналитических проб. Для обеспечения репрезентативности пробы отбираются 
различные части каждого угольного пласта и равномерно перемешиваются с использованием метода 
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квартиля. Образцы угля были раздроблены, просеяны, измельчены, смешаны и высушены на воздухе 
в соответствии со стандартами испытаний GB 475-2008, GB T 477-2008 и GB T 478-2008 с целью 
получения базовых образцов угля для данного испытания.  

На следующем этапе был определен элементный состав 198 наборов технологических проб с 
применением рентгенофлуоресцентного анализа. Затем на основе данных рентгеновской фото-
электронной спектроскопии (XPS) и в соответствие с изменениями физической фазы каждого эле-
мента в образце угля во время сгорания анализируется форма каждого элемента и относительное 
содержание в образце угля. Далее определяются типы входных элементов для машинного обуче-
ния. Как правило, количественный анализ и анализ морфологии элементов в образцах угля прово-
дятся с помощью XRF- и XPS-тестов. В данном исследовании при анализе элементного состава 
образцов угля для достижения требуемых значений энергий возбуждения флуоресценции исполь-
зовался флуоресцентный спектрометр S8-Tiger, а сила тока достигала 170 мА. Рентгеновский фо-
тоэлектронный спектрометр Escalab 250Xi использовался для анализа форм встречаемости эле-
ментов в образцах угля. Диапазон энергий обнаружения составлял 0-5000 эВ, а разрешение фото-
электронных изображений достигало 3 мкм. 

Поскольку образцы угля, представленные в наборе данных, взяты из разных угольных пластов 
с разными размерами частиц и уровнями плотности, экспериментальные данные нестабильны и 
сильно колеблются. Случайная перетасовка и сегментация набора данных могут уменьшить 
ошибку, вызванную человеческим фактором. В этом эксперименте набор данных разделен на обу-
чающий (85 %) и тестовый (15 %). Обучающий набор используется для обучения модели, а тесто-
вый –  для проверки производительности модели. 

Нейронные сети с прямой связью. Нейронная сеть с прямой связью (FNN) – это первая про-
стая искусственная нейронная сеть. В FNN каждый нейрон принадлежит другому слою. Нейроны 
каждого слоя могут получать сигналы от нейронов предыдущего и выдавать выходные сигналы 
следующему слою. Нулевой слой называется входным, последний слой – выходным, а остальные, 
промежуточные, слои называются скрытыми. Нейронные сети с прямой связью распространяют 
информацию путем непрерывного повторения следующего уравнения: 

( ) ( ) ( 1) ( );l l l lZ W a b   (1) 

( ) ( )( ),l l
la f z  (2) 

где l – количество слоев нейронной сети; Z(l) – входной сигнал нейрона на уровне l; W(l) – весовая 
матрица от уровня l − 1 к уровню l; fl(z)l – функция активации нейрона на уровне l; a(l) – выходной 
сигнал нейрона в слое l; b(l) – отклонение от слоя l − 1 к слою l. 

Мощная аппроксимирующая способность позволяет использовать FNN для аппроксимации 
стандартных непрерывных нелинейных функций. Теорема Колмогорова [41] утверждает, что лю-
бой текущий процесс может быть точно реализован с помощью трехслойного FNN. Однако, осно-
вываясь на опыте и непрерывных экспериментах, для нелинейных функций умеренной сложности 
четырехслойная нейронная сеть требует гораздо меньшего количества нейронов для моделирова-
ния и сходится намного быстрее трехслойной нейронной сети. Поэтому в данной работе для про-
гнозирования зольности образцов угля выбрана модель FNN с двумя скрытыми слоями. Про-
граммное обеспечение, используемое в этом эксперименте для создания модели нейронной 
сети, – Python 3.9. По сравнению с языком СИ, Python в большей степени соответствует логике 
человеческого мышления, а код проще. Библиотека машинного обучения Scikit-learn для языка 
программирования Python 3.9, содержит модули для предварительной обработки данных, разбие-
ния набора данных на разделы, оптимизации моделей и других работ. Это значительно сокращает 
рабочую нагрузку эксперимента. 

Улучшенная оптимизация скопления частиц. Для разработки интегрированной модели с 
превосходной производительностью важно определить оптимальное количество комбинаций узлов 
в скрытом слое после определения уровней структуры сети. Технология оптимизации – это основан-
ный на математике прикладной метод для оптимального решения различных инженерных задач. 
Оптимизация скопления частиц (PSO) – это алгоритм оптимизации популяционного интеллекта,  
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который требует настройки меньшего количества параметров, имеет простую структуру и легко ре-
ализуется в инженерном деле. Формула обновления положения частиц, используемая в данной ста-
тье, выглядит следующим образом: 

1
1 1 2 2( ) ( );k k k k k k

id id id id gd idV V c r P X c r P X       (3) 

1 1,k k k
id id idX X v    (4) 

где V k+1 
id , V k 

id  – значения скорости частицы при итерации параметров k + 1 и k соответственно; X k+1 
id , 

X k 
id  – положение частицы на итерации k + 1 и k соответственно; P k 

id , P k 
gd – наилучшее положение 

частицы и наилучшее положение скопления, которые будут обновляться на каждой итерации с 
использованием целевого MSE соответственно; ω – коэффициент инерции; k – количество теку-
щих итераций; c1, c2 – неотрицательные константы, обозначающие коэффициент обучения; r1, r2 – 
случайные числа в интервале от 0 до 1; d = 1,2 ... D; i = 1,2 ... n. 

Улучшение оптимизации скопления частиц заключается в том, чтобы соответствующим об-
разом задать параметры определенных факторов в процессе решения. Параметры в классическом 
алгоритме PSO определяются эмпирически. Однако в данной работе коэффициент инерции кор-
ректируется адаптивным методом: 

max
max min min

max

( ) ,k
k

k 
      (5) 

где ωmin, ωmax – минимальное и максимальное значение коэффициента инерции соответственно; 
kmax – полное значение числа итераций.  

Это уравнение может удовлетворить требованию большого коэффициента инерции, необхо-
димого на ранних стадиях поиска. Впоследствии коэффициент инерции может быть уменьшен, 
чтобы максимально соответствовать возможностям локального поиска. Значение ω может быть 
уменьшено в процессе поиска. 

В процессе итеративного поиска коэффициент обучения может изменяться в зависимости от 
коэффициента инерции, что помогает улучшить производительность алгоритма обучения: 

1 1max 1max 1min( )cos( );c c c c     (6) 

2 2 max 2 max 2 min( )cos( ),c c c c     (7) 

где c1min, c1max – оптимальны значения коэффициента обучения c1; c2min, c2max – оптимальные зна-
чения c2. 

Для повышения точности поиска при использовании алгоритма фактора обучения для анализа 
его способность к самообучению может быть улучшена. 

Моделирование IPSO-FNN. Для обучения FNN с использованием улучшенной оптимизации 
скопления частиц требуется подходящая целевая функция. Поскольку среднеквадратичная ошибка 
(MSE) часто используется в FNN в качестве функции потерь, ее можно использовать как функцию 
адаптации в интегрированной модели IPSO-FNN. Среднеквадратичная ошибка вычисляется таким 
образом: 

2
1MSE ( ) ,1 N

i i iy y
N


    (8) 

где N – количество выборочных данных; y* 
i , yi – прогнозируемые и протестированные значения 

выборки соответственно. 
Интегрированная модель IPSO-FNN в статье сочетает в себе преимущества улучшенной оп-

тимизации скопления частиц и нейронных сетей прямой связи. IPSO используется для нахождения 
оптимального числа комбинаций узлов для двух скрытых слоев, а FNN – для прогнозирования 
наилучшего результата по зольности образцов угля. Весь набор данных разделен на две части: 
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обучающий (85 %) и тестовый (15 %). Основываясь на опыте настройки, количество узлов в двух 
скрытых слоях настраивается в диапазоне 10-40. Из источника [42] видно, что размер выборки и 
максимальное количество итераций составляли 20 и 300 соответственно. В статье коэффициент 
инерции корректируется уравнением (5), а затем коэффициент обучения исправляется уравнени-
ями (6) и (7) в соответствии с изменением коэффициента инерции. Блок-схема оптимизированного 
IPSO алгоритма узла сети скрытого уровня представлена на рис.1. 

Результаты и обсуждения. Результаты испытаний. Диапазон изменения и дисперсия распре-
деления значений зольности различных компонентов образцов угля обширны, а содержание зольности 
в образцах угля высокое, что относит его к высокозольному-сверхвысокозольному углю (рис.2, а). На 
рис.2, б показано изменение данных по зольности в диапазоне от 1,44 до 94,1, где имеется 50 групп 
со значениями зольности от 1,44 до 20; 80 групп со значениями зольности от 20 до 60 и 60 групп 
со значениями зольности от 60 до 94,1. Образцы угля имеют высокие предельные различия в зна-
чениях зольности, что снижает надежность модели прогнозирования. 

 
 
 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 
Рис.1. Блок-схема узла скрытой сети, оптимизированной методом IPSO 
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а б 

                    
 
 

Рис.2. Результаты испытаний образцов угля на зольность: 
а – фактические входные значения; б – статистическое распределение 

 
XRF испытания были проведены на 198 образцах угля, усредненные результаты для выборки 

из 89 образцов приведены в табл.1. Содержание каждого элемента в образце угля сильно варьиру-
ется и представлено в следующих элементах в порядке убывания: Si, Al, Fe, S, K, Ca, Mg, Ti, Cl, 
Zn, Na, P, Ba, V, Cu, Sr, Mn, Cr, Zr, Ru, Ni, Rb. Основными элементами в образцах угля являются 
Si и Al, за которыми следуют Fe, S, K и т.д. (табл.1). Среди них содержание Si и Al превышает 
50 %, содержание Fe, S, K, Ca, Mg, Ti, Ch, Zn, Na, P и Ba более чем 0,05 %, а содержание всех 
остальных элементов колеблется в пределах менее 0,05 %. Это приводит к незначительному со-
держанию элементов V, Cu, Sr, Mn, Cr, Zr, Ru, Ni, Rb и As. 

 
Таблица 1 

Усредненные результаты рентгенофлуоресцентного анализа 89 проб угля 

Химическая формула Атомная масса элемента Содержание, % 

SiO2 14 34,63 
Al2O3 13 15,47 
Fe2O3 26 2,92 
SO3 16 2,44 
K2O 19 1,13 
CaO 20 0,984 
MgO 12 0,923 
TiO2 22 0,644 

Cl 17 0,5 
ZnO 30 0,4252 
Na2O 11 0,308 
P2O5 15 0,065 
BaO 56 0,054 
V2O5 23 0,021 
CuO 29 0,0152 
SrO 38 0,0145 

MnO 25 0,012 
Cr2O3 24 0,008 
ZrO3 40 0,0063 
Ru 44 0,006 

NiO 28 0,005 
Rb2O 37 0,003 
As2O3 33 0,003 

 
Летучесть каждого элемента в образце угля изменяется после проведения испытания на сжига-

ние золы. Поскольку XRF анализ показывает содержание только центрального элемента, c его помо-
щью нельзя определить форму каждого элемента, присутствующего в образце угля до сжигания золы. 
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Следовательно, тесты XPS необходимы для определения состояния и относительного содержания 
каждого элемента, а также объединения физических фазовых изменений каждого элемента в образце 
угля во время сгорания, чтобы окончательно определить типы входных элементов для машинного 
обучения. На рис.3 показаны подобранные спектры XPS образцов угля, содержащих более 0,05 % 
каждого элемента. Пики энергии связи каждого элемента (содержание более 0,05 %), отнесенного 
к группе (форме присутствия), относительные содержания и физические изменения фазы пред-
ставлены в табл.2. 

 
Таблица 2 

Изменения в физической фазе элементов с содержанием более 0,05 % 

Элемент Форма Относительное содержание, % Изменение физической фазы Примечание 

Ca Ca(OH)2 82,14 Ca(OH)2  CaO + H2O Подтвержден 
CaO 17,86 Без изменений 

Si Si2O 100 Si2O + FeO  FeO·Si2O Подтвержден 

Рис.3. Приблизительный атлас XPS с содержанием элементов 
более 0,05 % в образце угля 
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Окончание табл.2 

Элемент Форма Относительное содержание, % Изменение физической фазы Примечание 

S Sорг 59,07 S + O2  SO2 Исключен 
Sнеорг 40,93 CaSO4·2H2O  CaSO4 + 2H2O 

Fe 
FeO 45,02 FeO + SiO2  FeO·SiO2 Подтвержден 

Fe2O3 33,76 Без изменений 

Al 
Al(OH)3 64,13 2Al(OH)3  Al2O3 + 3H2O 

Подтвержден 
Al2O3 35,87 Al2O3 + 3SiO2  Al2O3·3SiO2 

Mg 
MgO 77,93 Без изменений 

Подтвержден MgCl2·6H2O 11,69 MgCl2·6H2O  MgO + 2HCl + 5H2O 
Mg(OH)2 10,38 Mg(OH)2  MgO + H2O 

Cl 
Cl− 62,10 Без изменений 

Исключен 
Cl− 

3  37,90 2Cl− 
3  2Cl− + 3O2 

Zn 
Zn(OH)2 77,77 Zn(OH)2  ZnO + H2O 

Подтвержден 
ZnO 22,23 Без изменений 

Na 
NaCl 78,04 Без изменений 

Подтвержден 
Na2CO3 21,96 Na2CO3  Na2O·CO2 

K 
KCl 70,80 Без изменений 

Подтвержден 
K2CO3 29,20 K2CO3  K2O + CO2 

P HPO3 100 
P2O3 + 3H2O  2H3PO4 Подтвержден 
H3PO4  HPO3 + H2O 

Ti 
TiO2 73,25 Без изменений 

Подтвержден 
Ti2O3 26,75 Без изменений 

Ba 
Ba(OH)2 63,97 Ba(OH)2  BaO + H2O 

Исключен 
BaO 36,03 Без изменений 

 

Как видно из табл.2, органическая и неорганическая серы являются основными формами эле-
ментарной серы в образцах угля с относительным содержанием 59,07 и 40,93 % соответственно. 
Тепловое выделение при медленном осушении образцов угля приводит к улетучиванию органиче-
ской серы в виде газа, а неорганическая сера присутствует в золе образцов угля в виде сульфата. 
Элементарный хлор в образцах угля присутствовал в основном в форме хлората и гипохлорита с 
относительным содержанием 62,1 и 37,90 % соответственно. Гипохлорит превращается в хлорат 
по мере медленного перемешивания, в то время как хлорат выделяется в виде газа или сажи. Маг-
ний в образцах угля содержался в основном в виде оксида магния, хлорида и гидроксида магния. 
Хлорит превращается в гидроксид магния, превращенный в оксид магния, присутствующий в золе 
образца угля. Элементы калия и натрия в образцах угля присутствуют в летучих формах хлорида 
и карбоната. В процессе теплового выделения, при медленном осаждении карбонатные фазы эле-
ментов калия и натрия в золе образцов угля превращаются в оксид калия и оксид натрия соответ-
ственно. Ca, Si, Fe, Al, Zn, P, Ti и Ba присутствуют в летучих формах оксидов и гидроксидов. Во 
время теплового выделения при медленном осаждении большая часть гидроксидов превращается 
в оксиды, и все они присутствуют в золе образца угля в виде оксидов. 

Анализ формы и относительного содержания элементов, присутствующих в указанных образ-
цах угля с помощью XPS, показывает, что большинство элементов серы и хлора в образцах угля 
выделяются в виде газа или сажи во время теплового выделения сгоревшей золы и не присут-
ствуют в золе образцов угля [43]. Напротив, элементы Si, Al, Fe, K, Ca, Mg, Ti, Zn, Na, P и Ba 
сохраняются в золе образца угля в виде оксидов [28]. Это показывает, что содержание золы в об-
разце угля тесно связано с содержанием таких элементов, как Si, Al, Fe, K, Ca, Mg, Ti, Zn, Na, P и 
Ba. Также, согласно результатам XRF, барий не был обнаружен в 28 группах из 198 образцов угля. 
Следовательно, элементное содержание IPSO-FNN было введено в следующем порядке: Si, Al, Fe, 
K, Ca, Mg, Ti, Zn, Na и P. Статистическое распределение указанных десяти элементов представ-
лено в табл.3, а соответствующие данные по золе приведены на рис.2, а. 
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Результаты настройки архитек-
туры. На рис.4 представлена функция мини-
мальных потерь FNN (наилучшая позиция 
численности) в сравнении с итерацией для 
первых пятнадцати итераций с использова-
нием комбинации различного количества уз-
лов в двух скрытых слоях без дальнейшего 
уменьшения функции минимальных потерь 
после пятнадцатой итерации. После первой 
итерации функция минимальных потерь 
FNN значительно снизилась, что указывает 
на то, что IPSO был полезен для нахождения 
оптимального количества комбинаций узлов 
в двух скрытых слоях. Функция минималь-
ных потерь (0,095) была получена на пятна-
дцатой итерации (30 нейронов в первом 
скрытом слое и 30 нейронов во втором). Оп-
тимальная структура FNN, используемая для 
дальнейшего прогнозирования зольности об-
разца угля, представлена на рис.5. 

На основе IPSO для получения опти-
мальной комбинации количества узлов в 
двух скрытых слоях FNN обучают с помо-
щью обучающего набора, чтобы получить со-
ответствующие веса и отклонения. Затем 
строится оптимальная FNN. Производитель-
ность модели FNN оценивалась на обучаю-
щих и тестовых наборах с использованием среднеквадратичной ошибки и коэффициента детерми-
нации. Коэффициент детерминации, также известный как степень подгонки, используется для 
оценки качества подгонки: 

* 2
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где y** 
i  – среднее значение протестированных значений. 
Высокие значения коэффициента детерминации служат подтверждением адекватности ис-

пользованной регрессионной модели.  
Результаты оптимальной модели FNN. Сравнение экспериментальных и прогнозируемых 

значений модели IPSO-FNN на тестовом наборе показано на рис.6, a. Модель IPSO-FNN с опти-
мальным числом комбинаций узлов в двух скрытых слоях успешно имитирует нелинейную зави-
симость между содержанием элементов Si, Al, Fe, K, Ca, Mg, Ti, Zn, Na и P и содержанием золы в 
образцах угля. На рис.6, б представлена оптимальная модель IPSO-FNN, получившая минималь-
ную функцию потерь 0,019 и коэффициент детерминации 0,091 на тестовых наборах. Оптимальная 
модель IPSO-FNN может быть применена к тестовому набору с высокой точностью, что указывает 
на то, что она является более точной при прогнозировании содержания золы в образцах угля. 

Анализ содержания основных компонентов в элементах. Для лучшего понимания влияния 
входного элементного содержания оптимальной модели IPSO-FNN на зольность и изучения относи-
тельной важности входного элементного содержания и корреляции между входными переменными 
был проведен анализ главных компонентов (PCA) и коэффициента корреляции Пирсона для вход-
ного элементного содержания оптимальной модели IPSO-FNN. Элементное содержание угля может 
в определенной степени перекрывать информацию, затрудняя понимание основных частей его си-
стемы и в то же время влияя на сложность решения проблем. К тому же, на практике чрезмерный  

 

 
 
 

Рис.4. Среднеквадратичная функция потерь 
в зависимости от числа итераций 

 
 

 
 

 
 
 

Рис.5. Схема оптимальной структуры FNN 
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а б 

                       
 
 

Рис.6. Производительность оптимальной модели IPSO-FNN на тестовых наборах: а – сравнение экспериментальных  
и прогнозируемых значений в тестовом наборе; б – регрессионный анализ тестового набора 

 
данных занимает большой объем памяти и увеличивает время обработки информации. PCA – это 
метод извлечения признаков, основанный на минимальной среднеквадратичной ошибке при стати-
стической значимости [44]. Новые функции, которые он извлекает, сохраняют наиболее важную ин-
формацию в исходном классе шаблонов, обеспечивают снижение помех и улучшают представление 
данных. Влияние содержания входных элементов оптимальной модели IPSO-FNN на зольность 
было исследовано с помощью анализа главных компонентов и матричного теплового отображения 
коэффициентов корреляции Пирсона. 

Как показал анализ основных компонентов содержания входных элементов (рис.7, a), первый 
основной компонент описывает 59,6 % общей дисперсии данных, а первые пять – 95,4 % кон-
фликта. Корреляции K, Si, Al, Ti и Mg с первым главным компонентом составляют 0,95, 0,94, 0,93, 
0,92 и 0,8 соответственно (рис.7, б). Содержание калия внесло наибольший, а содержание каль-
ция – наименьший – вклады в первый основной компонент. 

Получено статистическое распределение содержания десяти элементов оптимальной модели 
IPSO-FNN. Как видно из табл.3, Si и Al являются основными компонентами относительного эле-
ментного содержания угля. Степень дисперсности золы является наибольшей, и ее стандартное 
отклонение достигает 26,26; за ней следуют Si и Al, которые составляют 16,59 и 6,95 соответ-
ственно. Остальные элементы имеют меньшую степень дисперсности и более стабильны. В соче-
тании рис.7, б и табл.3 показывают, что элементы с относительно высоким содержанием (Si, Al, 
Fe, Ca, Na) не оказывают значительного влияния на золу, в отличие от элементов с относительно 
низким содержанием (K, Ti, Mg, Zn). Однако содержание фосфора положительно коррелирует с 
характером воздействия на золу. 

Таблица 3 

Статистический анализ содержания входных и выходных элементов оптимальной модели 

Для каждого значения содержания элементов выполнен анализ коэффициента корреляции 
Пирсона с целью последующей оценки степени значимости взаимосвязей между входными содер-
жаниями элементов оптимальной  модели  IPSO-FNN (рис.7, в). Чем выше абсолютное значение 

Элементы Максимальное содержание Минимальное содержание Среднее содержание Стандартное отклонение 

Si 56,33  0,94  27,13  16,59  
Al 23,99  0,66 12,26 6,95 
Fe 8,86 0,85 3,43 1,35 
Ca 17,94 0,22 2,96 2,76 
K 3,05  0,03 1,33 0,90 

Mg 2,22  0,18 1,00 0,50 
Ti 0,88  0,02 0,45 0,25 
Zn 6,22  0,03 0,91 1,14 
Na 2,76  0,08  0,44 0,35 
P 0,72 0,01 0,10 0,09 

Зола 94,10  1,44 46,88 26,26 
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коэффициента корреляции, тем более зна-
чима корреляция между характеристиками. 
Как видно из рис.7, в, содержание калия по-
ложительно коррелирует с содержанием Si, 
Al и Fe (коэффициенты корреляции 0,98, 
0,98 и 0,62 соответственно). Напротив, оно 
отрицательно коррелирует с содержанием 
кальция (коэффициент корреляции −0,34). 
Это явление согласуется с низкой корреля-
цией (0,11) между содержанием элементар-
ного кальция и первым основным компонен-
том (рис.7, а). Одновременно содержание ка-
лия показало положительную корреляцию с 
содержанием Ti, Mg, Na и P (коэффициенты 
корреляции 0,96, 0,87, 0,62, 0,34 и 0,4 соот-
ветственно). Содержание кальция отрица-
тельно коррелирует с содержанием всех дру-
гих элементов (рис.7, в). Это явление может 
быть связано с формой и трансформацией 
кальция, присутствующего в процессе сжи-
гания золы. Для изучения этого вопроса 
необходимы дальнейшие исследования. 

Таким образом, тепловые карты мат-
рицы коэффициентов корреляции PCA и 
Пирсона показывают важные результаты 
и указывают на потенциальные научные 
возможности для прогнозирования золы по 
элементному составу. 

Выводы. В данном исследовании пред-
ложена онлайн-модель быстрого прогнози-
рования угольной золы, основанная на 
нейронных сетях прямой связи и улучшен-
ных алгоритмах оптимизации скопления ча-
стиц. Si, Al, Fe, K, Ca, Mg, Ti, Zn, Na и P 
были определены как входные элементы 
FNN, а на выходе была зола. Эффективность 
модели IPSO-FNN проверена с помощью 
среднеквадратичной ошибки и коэффици-
ента детерминации. Результаты показы-
вают, что модель IPSO-FNN обладает доста-
точной точностью в прогнозировании 
угольной золы. Алгоритм IPSO пригоден 
для настройки оптимального количества 
комбинаций узлов в скрытом слое модели 
FNN. Полученная оптимальная модель 
IPSO-FNN хорошо зарекомендовала себя на 
тестовом наборе, получив минимальную 
функцию потерь 0,019 и коэффициент де-
терминации 0,991 на тестовом наборе.  

Исследована корреляция содержания 
входных элементов оптимальной модели 
IPSO-FNN. Обнаружено, что первый основ-
ной компонент объясняет 59,6 % вариации 
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Рис.7. Анализ основных компонентов содержимого 

входного элемента оптимальной модели IPSO-FNN (а); тепловые 
карты матриц коэффициентов корреляции между содержанием 

входного элемента и пятью главными компонентами (б)  
и коэффициентов корреляции Пирсона для содержания входных 
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значений во всем наборе данных. Наиболее значительным вкладом в первый основной компонент 
было содержание калия с коэффициентом корреляции 0,95. Матричная тепловая карта коэффици-
ента корреляции Пирсона также показывает, что содержание калия является основным фактором, 
влияющим на содержание золы. Содержания Si, Al, Ti и Mg являются наиболее значимыми фак-
торами, оказывающими влияние на содержание золы. Это исследование стало инновационной ра-
ботой в онлайн-прогнозировании угольной золы, и предлагаемая модель IPSO-FNN может быть 
эффективно применена в промышленности. 

Образцы угля были взяты из угольных пластов 7, 9, 11 и 12 разреза Хэйшань в Синьцзяне и 
различались гранулометрическим составом и плотностью, поэтому предметом изучения стал 
уголь этих четырех угольных пластов. Корреляция между содержанием элементов и зольностью 
угля в разных географических точках может быть разной, что может повлиять на точность про-
гнозирования модели. Изучение образцов угля из других угольных пластов или регионов для улуч-
шения модели станет целью дальнейшей работы авторов статьи. 
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